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概要
自然言語生成タスクの評価指標として，ニューラ

ルベースの評価指標が急速に発展している．しか
し，これらの評価指標は，学習を伴う指標であり，
評価するデータが評価指標の学習データのドメイン
外の場合，誤ったスコアを付与する可能性がある．
本稿では，機械翻訳のための参照なし評価指標であ
る COMET-QEに対して，1クラス分類器を評価指標
に適用することで，ドメイン外検出をする方法を提
案する．さらに，1クラス分類器の分類精度向上を
目指し，特徴量空間においてドメイン内とドメイン
外のデータ点を分離できるように，評価指標の学習
時に距離学習を適用した．実験の結果，既存手法で
あるモンテカルロドロップアウトを用いた手法を上
回るドメイン外検出能力を達成した．

1 はじめに
機械翻訳や要約生成などの自然言語生成（NLG）
タスクにおいて，NLGモデルの評価方法の研究が
注目されている．その評価方法は，人手評価と自動
評価に大きく分類される．人手評価は，人がモデル
の性能を評価する方法であり，多くのタスクにおい
てゴールドスタンダードとされている．しかしなが
ら，人手評価は一般に時間的・金銭的なコストが高
く，再現性の観点でも課題がある．そのため，代替
手法として時間的・金銭的なコストが低く再現性も
高い自動評価指標が用いられる．さらに，自動評価
指標は参照あり評価指標と参照なし評価指標に大き
く分類することができる．「参照」とは，各 NLGタ
スクの評価事例に対して人が作成した解答例とな
るテキストである．参照あり手法とは，参照テキス
トとシステムが生成したテキストを比べることで
評価をする手法である．一方，参照なし評価指標と
は参照テキストを使用しない評価方法である．つま
り，参照なし評価指標は，評価事例として NLGモ
デルへの入力データとモデルの出力があれば適用

可能である．新たなドメインの評価事例などに対し
て，より低コストで NLGモデルを評価できる可能
性を秘めており，評価のスケールアップが期待され
ている．以前は，参照あり手法に比べて，評価性能
が劣っているとされていたが，近年参照あり手法と
競争的な評価性能を達成する手法がいくつか提案さ
れてきている [1]．1）また，参照なし評価指標は NLG
モデルの評価だけでなく，NLGモデルの推論時のリ
ランキングなどにも使用されるなど，その応用範囲
も広い [2]．
こうした参照なし評価指標の発展の背景には，
ニューラルベースの教師あり評価指標の発展があ
る．2）特に，人が付与した品質評価スコアを教師に，
BERTなどの言語モデルをベースとした回帰モデル
を学習する手法がよく提案されている [3]．しかし，
こうした学習が伴う手法では，機械学習一般の課題
であるが，学習データ中に評価事例の類似事例がな
い場合に，その評価事例の評価性能（或いは評価の
信頼性）が低くなるという課題がある．実際，機械
翻訳の多くの評価指標が，ドメインに対して頑健で
ないことが報告されている [4]．さらに，学習済み
のモデルだけが配布されることが多々あり，モデル
の学習に使用したデータの詳細が評価指標の利用者
からは特定できない場合も少なくない．評価指標の
使用方法を誤ったり，本来使用すべきではないデー
タに対して使用すると，NLGモデルの開発の失敗
に繋がることや，誤った研究の結論を導く可能性が
ある．
本稿では，評価指標に対して評価するデータが学

習データに含まれるドメインかどうかを検出する
（ドメイン外検出と呼ぶ）機能を組み込むことを目
指す．参照なし評価指標は学習データ外のドメイン
のデータに対して適用するされる可能性が高いた
め，本稿では参照なし評価指標に焦点を当てる．評

1） NLGの評価指標は一般に，人手評価と相関（人手相関）が
高いものほど高性能な指標とされている．

2） ニューラルベースの NLG評価指標は参照あり評価指標に
おいても主流となっている．
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価指標としての性能を維持したままドメイン外検出
を実現することができれば，より公平で正確な NLG
モデルの評価につながる．さらに，ドメイン外検出
は評価指標の解釈性 [5]の向上にも貢献しうる．

2 関連研究
COMET [3] とは，機械翻訳タスクのための評価

指標のフレームワークであり3），参照ありと参照
なしの両方のバージョンを提供している（参照な
しを COMET-QE [1] と呼ぶ）．ここでは，COMET-
QE [1] について説明する．参照なし手法は，原文
𝑠 と，NLG システムの出力文 ℎ を COMET-QE の
入力とする．COMET-QE のモデル構造は，まず，
XLM-RoBERTa [6]などの多言語マスク言語モデルに
よって原文と NLGシステムの出力文から特徴量ベ
クトル 𝒙 を得て，それをフィードフォワード層 𝑓 (·)
に入力し，評価スコアを出力する．特徴量ベクトル
𝒙は以下のように計算される．

s = XLM-RoBERTa(𝑠),
h = XLM-RoBERTa(ℎ),

x = [h; s; h ⊙ s; h − s]

(1)

人が付与するスコアを 𝑞，バッチサイズを 𝑛とする
と，損失関数 𝐿 は以下のように計算される．

𝐿 =
1
𝑛

𝑛∑
𝑖=1

( 𝑓 (x𝑖) − 𝑞𝑖)2 (2)

本研究と類似し，NLG 評価指標に対して，信頼
性スコアを出力する取り組みが既になされてい
る [7, 8]．ドメイン以外にも，学習データや参照テキ
ストのノイズなども不確定性の要因となり得る．例
えば，Glushkovaら [7]は，モンテカルロドロップア
ウト (MCD)とディープアンサンブルの 2つの不確
実性推定手法を，COMETに適用している．MCDと
は，推論時にもドロップアウトを適用し，複数回推
論を行い，スコア集合 𝑄 = {𝑞1, 𝑞2, ..., 𝑞𝑖} を求める．
ガウス分布を仮定し，スコア集合 𝑄から，平均と標
準偏差を推定する．この平均を新たなスコアとし，
標準偏差を信頼性スコアとする．ディープアンサン
ブルは，複数のモデルを用意し，スコア集合を得る
方法である．MCD やディープアンサンブルでは，
推論に時間を要するという課題がある．Zervaら [8]
は，平均と標準偏差を直接出力するように COMET
を学習する手法を提案している．なお，これらの論
文は，主に参照ありの設定で実験を行なっている．

3） https://github.com/Unbabel/COMET

3 提案手法：学習ドメイン外検出
本研究の目標は，評価指標としての性能を維持し
たまま，ドメイン外検出を行うことである．本研究
では，評価指標の学習データを正クラス，学習デー
タ以外のドメインのデータを負クラスと呼ぶ．

3.1 1クラス分類
ドメイン外検出のため 1 クラス分類器を適用す
る．1クラス分類タスクとは正クラスかどうかを分
類するタスクであるが，多クラス分類タスクとは異
なり，学習時には正クラスのみのデータを使用し，
推論時に正クラスか負クラスかを分類する．本実験
では，正クラスのインスタンスのCOMET-QEの特徴
量ベクトルを 1クラス分類タスクの学習データとす
る．つまり，COMET-QEの学習データを 𝐷𝑖𝑛−𝑑𝑜𝑚𝑎𝑖𝑛

とすると，1クラス分類器の学習データ 𝐷𝑂𝑛𝑒𝐶𝑙𝑎𝑠𝑠は
𝐷𝑂𝑛𝑒𝐶𝑙𝑎𝑠𝑠 = {x𝑖 | (𝑠𝑖 , ℎ𝑖) ∈ 𝐷𝑖𝑛−𝑑𝑜𝑚𝑎𝑖𝑛} となる．ま
た，この手法は評価指標の学習後に，1クラス分類器
の学習が可能であり，ドメイン外検出器を搭載する
ことは，評価指標の性能には影響を与えない．なお，
本稿では，1クラス分類のアルゴリズムとして，高次
元に対応した Empirical-Cumulative-distribution-based
Outlier Detection (ECOD) [9]を使用する．
3.2 Triplet Margin Loss

本実験では，既存研究 [10]を参考に，1クラス分
類の精度向上を目指し，COMET-QE の学習時に距
離学習を組み込み，特徴量埋め込みの空間において
正クラスのデータ点を近づけ，正クラスと負クラ
スの距離を大きくする．本研究では，Triplet Margin
Lossを使用する．なお，今回は負クラスのデータ点
同士が近付くようには学習する必要がないため，ア
ンカーには正クラスのサンプルだけを使用する．ま
た，ミニバッチ内で作成できる全ての組み合わせを
考慮する．つまり，アンカーを 𝑎，正クラスのイン
スタンスを 𝑝，負クラスのインスタンスを 𝑛，ミニ
バッチ内での組み合わせの数を 𝑐 とすると，Triplet
Margin Lossは以下のように計算される．

𝐿𝑡𝑟𝑖 𝑝𝑙𝑒𝑡 =
1
𝑐

𝑐∑
𝑖

max{𝑑 (𝑎𝑖 , 𝑝𝑖) − 𝑑 (𝑎𝑖 , 𝑛𝑖) + margin, 0}

(3)
なお，𝑑 はインスタンスの特徴量ベクトルの間の L2
距離である．
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4 実験
第 3節の手法の有効性を検証する．評価指標とし

ての性能を落とすことなく，ドメイン外検出するこ
とを目指す．

4.1 モデル設定
本実験では，以下の４つの設定を比較する．
• MCD: COMET-QEに対して，MCDを適用 [7]．
• OneClass: COMET-QE を学習し，その後１ク
ラス分類器を学習．人手相関の観点では，
COMET-QEに一致する．

• Margin(.05): COMET-QEの学習時に Triplet Mar-
gin Lossを margin 0.05で学習し，その後 1クラ
ス分類器を学習．

• Margin(.1): COMET-QEの学習時にTriplet Margin
Lossを margin 0.1で学習し，その後 1クラス分
類器を学習．

本研究では，MCD の推論回数は 100 回に設定し，
ドロップアウト率は 0.1とした．また，本実験では，
式 2と Triplet Margin Lossを重み付けることなく線
形に組み合わせた．ハイパーパラメータ等の詳細
な設定は付録 Aに示す．なお，第 2節で紹介した，
ディープアンサンブルや Zervaら [8]の手法も比較
可能な手法であるが，今後の課題とする．

4.2 学習/評価データセットと評価方法
学習データ． WMT 2022 Metrics Shared Task

(WMT22) の学習データとして配布されている
newstest2020 と newstest2021 の MQM データを使用
する．4）この MQMデータには，英語-ドイツ語，中
国語-英語，英語-ロシア語の 3つの言語対が含まれ
ている．なお，言語対によってスコアを付与した組
織が異なり，スコアのレンジが異なる．5）本実験で
は，前処理としてMQMスコアを正規化してから学
習に使用した．また，Triplet Margin Lossで使用する
負クラスのデータは ParaCrawl [11]から，言語対ご
とに正クラスと負クラスのサンプルサイズが同数に
なるようにサンプリングした．MQMデータの 1割

4） WMT22では，Direct Assessments (DA) dataというWMTの
News translation taskでの人手評価のスコアも評価指標の学習
データとして配布されている．先行研究 [1]などでは，DA
dataで事前学習したのち，MQM dataで微調整をするという
戦略をとっているが，本実験では DA dataは使用しない．

5） 英語-ドイツ語と中国語-英語はスコアのレンジは [−25, 0]
である．一方で，英語-ロシア語はスコアのレンジは
[−inf(−400) , 100] である．

表 1 英語-ドイツ語の人手相関．値はセグメントレベル
のケンドールの順位相関係数．

wmt22 wmt21
モデル mixed news conv. ec social tedtalks

MCD .236 .338 .122 .294 .266 .228
OneClass .233 .330 .134 .283 .251 .226
Margin(.05) .232 .331 .132 .297 .224 .220
Margin(.1) .146 .326 .100 .223 .191 .157

表 2 英語-ロシア語の人手相関．値はセグメントレベル
のケンドールの順位相関係数．

wmt22 wmt21
モデル mixed news conv. ec social tedtalks

MCD .193 .309 .159 .291 .237 .168
OneClass .185 .301 .156 .292 .209 .165
Margin(.05) .161 .288 .172 .264 .159 .152
Margin(.1) .031 .257 .098 .218 .105 .092

表 3 中国語-英語の人手相関．値はセグメントレベルの
ケンドールの順位相関係数．

wmt22 wmt21
モデル mixed news conv. ec social tedtalks

MCD .346 .371 .257 .341 .322 .228
OneClass .343 .367 .245 .335 .321 .218
Margin(.05) .333 .365 .228 .327 .308 .185
Margin(.1) .318 .345 .174 .296 .309 .209

を開発データに使用し，残りの 9 割を COMET-QE
の学習に使用した．
評価データ． WMT21の TedTalksのデータセッ
ト [4] と WMT22 の評価用データセット [12] を使
用する．どちらのデータも MQM でアノテーショ
ンされたデータであり，英語-ドイツ語，中国語-英
語，英語-ロシア語の 3 つの言語対を含む．なお，
WMT22には news，conversational，e-commerce，social
の 4 つのドメインが含まれている．本実験では，
WMT22の newsを正クラスのドメイン，TedTalksと
conversational，e-commerce，socialの 4つを負クラス
のドメインとする．
評価方法． 評価指標の性能評価は，MQMスコ
アとの相関を報告する．6）ドメイン外検出の評価に
は AUROCを使用する．

4.3 実験結果
表 1, 2, 3に各データセットの人手相関（ケンドー
ルの順位相関係数7））の結果を示す．“mixed”とは，

6） 相関の計算には https://github.com/google-research/

mt-metrics-evalを使用した．相関の計算時には人手翻訳は
含めていない．

7） ケンドールの順位相関係数は，セグメントレベルのMQM
データセットの評価の際に使用される指標である．
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表 4 AUROC．正クラスのデータは wmt22-news．
英語-ドイツ語 英語-ロシア語 中国語-英語

モデル conv. ec. social tedtalks conv. ec. social tedtalks conv. ec. social tedtalks

MCD .559 .466 .552 .528 .686 .549 .635 .534 .233 .566 .463 .193
OneClass .846 .779 .721 .722 .823 .753 .699 .692 .899 .756 .625 .639
Margin(.05) .873 .798 .715 .722 .865 .785 .701 .705 .923 .773 .628 .674
Margin(.1) .910 .889 .817 .815 .705 .857 .789 .794 .946 .877 .767 .905

wmt22の 4つのドメインを全て混合させた設定であ
る．なお，表の conv.と ecはそれぞれ，conversational
と e-commerceの略記である．表 4には AUROCの結
果を示す．付録 B にシステムレベルの評価結果と
ケンドールの順位相関係数以外の相関の結果を示
す．なお，OneClass の人手相関は COMET-QE と一
致する．
人手相関に関して，news と news 以外のドメイ

ンを比較すると，news 以外のドメインでは相関
が弱くなっていることがわかる．例えば，表 1 の
英語-ドイツ語では，COMET-QE（OneClass）は人手
相関が wmt22-news では 0.330 であるのに対して，
wmt22-conversationでは，0.134である．今回の実験
結果からは，news以外のドメインのテストデータが
ドメイン以外の問題で難易度が高くなっている可能
性も捨てきれない．しかし，少なくとも，ドメイン
によっては相関が低い場合があることがわかる．
表 4より，MCDではほとんどの言語対・データ

セットで AUROCが 0.5前後であり，ドメイン外検
出ができていないことがわかる．いくつかの設定で
は，0.5を下回っている（表の赤字）．特に，MCDは
中国語-英語のwmt22-conversation，wmt22-socialに対
し，AUROCが 0.233，0.193と低い値になっている．
つまり，これらのデータセットでは，MCDでは正
のクラス wmt22-newsの方が標準偏差の値が大きく
なっていることを意味する．
一方，OneClassは一貫して，MCDを超えるドメ

イン外検出性能を達成しており，COMET-QEの特徴
量ベクトルにドメインの情報が含まれていることが
示唆される．特に，どの言語対でも conversationの
ドメインに対しては AUROCの値が 0.8を超えてい
る．conversation は特に人手相関が弱いドメインで
あり，１クラス分類を適用することで，評価指標の
評価性能が悪いドメインを検出できていることが示
唆される．
また，Triplet Margin Loss を適用すると，一貫し

て AUROCの値が向上していることがわかる．しか
し，ドメイン外検出の精度は向上したが，ほとんど

のデータセットで人手相関が弱くなっている．特
に，OneClassと比較すると，Marginが 0.1の時に大
きく相関が下がっている．また，正クラスである
wmt22-news においても，一貫して相関が弱くなっ
ている．距離学習を組み込むことで，特徴量空間に
おいて正クラスと負クラスのデータ点を分けること
はできたものの，評価指標の評価性能自体に悪影響
を与えてしまっていることが示唆される．別の距離
学習アルゴリズムを使用したり，距離学習時に使用
する負クラスのサンプルの選択方法を工夫したり，
学習戦略やハイパーパラメータの微調整したりする
ことによって改善する可能性があると考えている．
それらの検証は今後の課題である．

5 おわりに
本研究はドメイン外検出の機能を NLG評価指標
に適用することを目指したものである．本実験で
は，参照なし評価指標に焦点をあて，1クラス分類
器を参照なし評価指標に組み込むことを検証した．
また，距離学習である Triplet Margin Lossを用いて，
評価指標の特徴量空間において，学習ドメインとそ
れ以外のドメインのデータ点の距離を離すことを試
みた．その結果，先行研究であるMCDと比較して，
1クラス分類器を用いた手法が評価指標としての性
能に影響を与えることなく，ドメイン外検出ができ
ていることがわかった．また，Triplet Margin Lossを
用いることで，ドメイン外検出の精度は向上した
が，評価性能が低下してしまった．特に，正クラス
のドメインに対しても人手相関が弱くなってしまっ
ている．
本稿では，参照なし評価指標を対象としたが，本
稿の手法は参照あり評価指標にも適用可能であり，
今後の課題である．ドメイン外検出に焦点を当てた
が，学習ドメイン外でも高性能な評価指標の実現の
ため，分布外一般化 [13]も，今後の研究の重要な方
向性の一つである．NLG分野において，高性能で頑
健な自動評価指標の開発は重要な研究課題であり，
今後更なる研究の推進を期待する．
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A 実験設定
表 5 COMET-QEのハイパーパラメータ

設定
Encoder Model XLM-RoBERTa (large)
Optimizer　　　 AdamW
Learning rate 3.1e-05
Encoder Learning Rate 1.0e-05
Layerwise Decay 0.95
Batch size 16
Dropout (Feedforward) 0.15
Dropout (Encoder) 0.1
Hidden sizes [2048, 1024]
Max Epochs 15

表 5に COMET-QEの学習時のパラメータを示す．
本実験では，Triplet Margin Lossを使用した際も同様
の設定を用いた．毎エポック後にモデルを保存し，
開発データに対するケンドールの順位相関係数が最
も高かったチェックポイントのモデルを評価に使用
した．なお，ケンドールの順位相関係数に対して，
Early Stoppingを行った．

B 実験結果
表 6 英語-ドイツ語のセグメントレベルのピアソンの相
関係数．

wmt22 wmt21
モデル mixed news conv. ec. social tedtalks

MCD .358 .537 .198 .443 .359 .324
OneClass .375 .517 .258 .448 .363 .313
Margin(.05) .384 .507 .256 .444 .337 .306
Margin(.1) .297 .534 .177 .394 .266 .263

表 7 英語-ロシア語のセグメントレベルのピアソンの相
関係数．

wmt22 wmt21
モデル mixed news conv. ec. social tedtalks

MCD .272 .432 .240 .483 .355 .178
OneClass .253 .415 .239 .466 .312 .180
Margin(.05) .236 .398 .235 .421 .249 .208
Margin(.1) .083 .321 .153 .371 .183 .182

表 8 中国語-英語のセグメントレベルのピアソンの相関
係数．

wmt22 wmt21
モデル mixed news conv. ec. social tedtalks

MCD .515 .533 .350 .484 .494 .310
OneClass .509 .528 .339 .474 .492 .287
Margin(.05) .500 .523 .336 .461 .482 .274
Margin(.1) .484 .503 .246 .429 .492 .293

表 6, 7, 8に各言語対のセグメントレベルのピア
ソンの相関係数の結果を，表 9, 10, 11に各言語対

表 9 英語-ドイツ語のセグメントレベルのスピアマンの
順位相関係数．

wmt22 wmt21
モデル mixed news conv. ec. social tedtalks

MCD .311 .448 .160 .381 .352 .297
OneClass .308 .440 .177 .367 .333 .294
Margin(.05) .307 .438 .174 .386 .298 .287
Margin(.1) .194 .433 .132 .292 .256 .205

表 10 英語-ロシア語のセグメントレベルのスピアマンの
順位相関係数．

wmt22 wmt21
モデル mixed news conv. ec. social tedtalks

MCD .262 .416 .208 .395 .328 .229
OneClass .252 .406 .205 .396 .290 .224
Margin(.05) .221 .391 .225 .361 .221 .207
Margin(.1) .042 .350 .130 .300 .147 .128

表 11 中国語-英語のセグメントレベルのスピアマンの順
位相関係数．

wmt22 wmt21
モデル mixed news conv. ec. social tedtalks

MCD .459 .494 .337 .462 .422 .302
OneClass .455 .488 .321 .455 .422 .289
Margin(.05) .443 .483 .299 .444 .405 .245
Margin(.1) .424 .459 .230 .405 .407 .276

表 12 システムレベルのピアソンの相関係数．
英語-ドイツ語 英語-ロシア語 中国語-英語

モデル mixed tedtalks mixed tedtalks mixed tedtalks

MCD .701 .662 .506 .823 .607 -.247
OneClass .746 .634 .558 .857 .645 -.252
Margin(.05) .751 .647 .539 .851 .631 -.295
Margin(.1) .675 .531 .400 .790 .597 -.513

のセグメントレベルのスピアマンの順位相関係数
の結果を示す．また，表 12にシステムレベルのピ
アソンの相関係数を示す．システムレベルについて
は，ピアソンの相関係数の値のみを報告するが，こ
れはWMT22でも同様にシステムレベルではピアソ
ン相関係数が報告されている．なお，システムレベ
ルでは，WMT22の全体の結果と TedTalksの結果の
みを示す．

― 2110 ― This work is licensed by the author(s) under CC BY 4.0
 (https://creativecommons.org/licenses/by/4.0/).


