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1 はじめに
ニューラル機械翻訳 (NMT)により機械翻訳文の流
暢性は大幅に向上したが，時折原文の意味が一部欠落

し忠実に訳出できないという問題が指摘されている

[13]．この問題を軽減するために，通常の訳文に基づ
く誤差に加えて，復号化器の隠れ層を基に原文を再現

した際の誤差を用いてマルチタスク学習を行う手法が

提案された [12]．本手法により NMTはより原文に忠
実に訳文を生成できるようになるが，原文再現に伴う

モデルの拡張が必要なためパラメータ数が大きくなっ

てしまう問題がある．

また，近年機械学習の枠組みで機械翻訳のように対

をなすタスク (原言語↔目的言語)を同時に学習する
ことで相乗効果的に両方向のタスクの精度向上を狙う

双方向学習 (Dual Learning) と呼ばれる手法が提案さ
れている [4]．本研究では特に符号化器および復号化
器を共有しつつ双方向の同時学習を行うモデルレベル

双方向学習 (Model-Level Dual Learning)に着目し，こ
れに原文再現に伴う誤差を併用して学習を行うよう拡

張することでさらなる精度向上を狙う．実験を通して，

提案法により通常の双方向学習と比較してパラメータ

数を増加させること無く統計的有意にBLEUスコアが
向上することを確認した．

2 関連研究
2.1 ニューラル機械翻訳

初期の NMTモデルは主に再帰的ニューラルネット
ワーク (RNN)を用いて構築されていた [11, 1, 6]．近年
では，学習時間の短縮と性能向上を目的として，RNN
を用いず，注意機構 (Attention)とフィードフォワード
層のみを用いた NMTモデルが提案された [14]．本モ
デルは一般に Transformerモデルと呼ばれており，短
時間の学習で既存の RNNベースモデルを上回る翻訳
精度を達成できることが知られている．本研究では，
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図 1: Transformerモデルの概要図

以降 Transformerモデルを用いて NMTモデルを構築
することを考える．

Transformerモデルの概要を図 1に示す．Transformer
モデルは主に (1) 自己注意 (Self-Attention) 層 φC

·,1(·)，
(2)符号化器側への注意層 φZ

· (·)，(3)フィードフォワー
ド層 φC

·,2(·) の 3つからなっており以下のように定式
化される1．

x̃ = φC
X,1(x), h

X = φC
X,2(x̃) (1)

ỹ<t = φC
Y,1(y<t), h

Y
t = φC

Y,2(ỹ<t + φZ
Y (ỹ<t,h

X))

(2)

2.2 再現学習モデル

NMTが生成する訳文は流暢ではあるものの，時折
原文の一部を訳出しないなど忠実さを欠く問題が指摘

されている [13]．これは，統計翻訳 (SMT)では自然
に備わっていた，原言語文の情報すべてが翻訳された

ことを保証する機構が，NMTモデルでは扱うのが難
しく，うまく保証できないことに起因すると考えられ

る．この問題を解決するために，Tuらは再現学習モ
デル (Reconstruction Model)を提案した [12]．本モデ
ルでは復号化器の隠れ層を基に原言語文を再現する再

現器 (Reconstructor)を導入し，通常の目的言語文に依
存する誤差に加え，原言語の再現に伴う誤差 (原文再
現誤差)も併用するマルチタスク学習としてモデルを

1符号化器側への注意層は復号化器側にのみ存在する．
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学習する．これにより，復号化器の隠れ層に原文のす

べての情報を含むようになり，翻訳文もより原文に忠

実になることが期待される．

再現器は 2.1節の復号化器と同様に以下のように定
式化される．

r̃<t = φC
R,1(x<t), h

R
t = φC

R,2(r̃<t + φZ
R(r̃<t,h

Y ))

(3)
なお，通常再現器を用いる際は事前に符号化器-復
号化器のみを用いて学習を行い，その後再現器を追加

してさらに学習を行う2．

本モデルの欠点として，通常の NMTモデルに加え
て再現器を別途学習する必要があるため，全体のモデ

ルパラメータ数は通常の NMTより大きくなる点が挙
げられる．

2.3 双方向学習

近年，様々な対称性を持ったタスク (e.g. 音声↔テキ
スト変換，日本語↔英語翻訳)を学習する際に，双方
向のモデルを同時に学習することで相乗効果的に双方

向それぞれのモデルの性能向上を狙った手法が提案さ

れている [4]．これを一般に双方向学習 (Dual Learning)
と呼ぶ．特に機械翻訳は，原言語→目的言語および
目的言語→原言語の双方向モデルの対称性が高いこ
ともあり，双方向学習の題材として頻繁に取り上げら

れる．　

通常の双方向学習ではモデルのパラメータ自体は双

方向独立に保持しており，双方向のモデルの出力を利

用して学習を行う．一方，Xiaらは双方向のモデルの一
部を共有することで，双方向学習を実現する手法を提

案した [15]．これをモデルレベル双方向学習 (Model-
Level Dual Learning)と呼ぶ．特に NMTにおいては，
復号化器の注意機構を除けば符号化器と復号化器は

ほぼ同じ構造をしているという点に着目し，言語ごと

に符号化器，復号化器のパラメータを共有することで

これを実現した．具体的には，式 (2)の φC
Y,1(·)およ

び φC
Y,2(·)を符号化器として，式 (1)の φC

X,1(·)および
φC
X,2(·)を復号化器として使用することで，以下の式
のように y → x方向の翻訳を同時に学習する．

ỹ = φC
Y,1(y), h

Y = φC
Y,2(ỹ) (4)

x̃<t = φC
X,1(x<t), h

X
t = φC

X,2(x̃<t + φZ
X(x̃<t,h

Y ))

(5)
2事前学習を行わずに最初からマルチタスク学習として学習する

場合，事前学習を行う場合と比べて精度が落ちることが報告されて
いる [7]．
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図 2: 提案手法の概要図

本手法で双方向を学習する場合，通常のx → yのみ

を学習するモデルと比べてパラメータの増分は φZ
X(·)

に関連する部分だけに留まるため，モデル圧縮として

の効果も得られる．本手法の学習時は P (y|x; θ)およ
び P (x|y; θ)の誤差を基にマルチタスク学習を行いモ
デルパラメータを更新する．

3 提案法
再現学習モデルは翻訳精度の向上が期待できるもの

の，パラメータの増加が主なデメリットとして上げら

れる．一方，モデルレベル双方向学習では符号化器と

復号化器のパラメータを共有し，両方向を一つのモデ

ルでマルチタスク学習として学習することで翻訳精度

の向上およびモデル圧縮の効果がある．

本研究では，これら 2つの先行研究を統合しモデル
レベル双方向学習におけるマルチタスク学習のタスク

の一つとして再現学習を導入する．モデルレベル双方

向学習は復号化器が符号化器の構造が類似していると

いう点に着目しこれらのパラメータを共有をした．さ

らに本研究では，再現器と復号化器も類似しているこ

とからこれらのパラメータも共有することを考える．

これにより，新たなモデルのパラメータを増やすこと

なく再現器による原文再現誤差を学習に用いること

ができる．またマルチタスク学習として全体を学習す

ることで，より双方向の精度が向上することが期待で

きる．

提案法の概要図を図 2に示す．図 2ではx → y方向

への翻訳の例を示しているが，実際は逆方向について

も同様の手順で同時に学習を行う．再現器を導入する

ことにより，新たな目的関数は以下の式のようになる．

L(θ) = arg max
θ

N∑
n=1

{
logP (y(n)|x(n); θ) + logP (x(n)|hY (n); θ)

+logP (x(n)|y(n); θ) + logP (y(n)|hX(n); θ)

}
(6)

ここで，学習に用いる対訳コーパスは全体でN 文あり
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de-en fr-en

Train 189,318 208,323
Dev 888 890
Test 3,998 3,455

表 1: 本実験で用いたデータセットに含まれる文数

x(n)，y(n)はそれぞれ n番目の原言語文，目的言語文

を示す．また，hY (n)，hX(n)はそれぞれx(n) → y(n)，

y(n) → x(n) 翻訳時の復号化器の隠れ層を示す．

4 実験
提案手法の有効性を実験を通して検証する．本研究

では (1) 提案法により翻訳精度の向上は見られるか，
(2)モデルのパラメータ数はベースラインと比較して
どの程度削減できるか，以上の 2点を検証する．

4.1 実験設定

データセット 本研究では IWSLTシェアードタスク
のデータ3[2] を基に英語 (en)↔ ドイツ語 (de)，英語
(en)↔フランス語 (fr)の翻訳実験を行った．NMTの
学習には IWSLT2016の学習用セットを使用した．ま
た，開発用セットとして dev2010, 評価用セットとし
て tst2012, tst2013, tst2014を結合したデータを使用し
た．各データセットの文数を表 1に示す．
各データセットはMoses Tokenizer4により単語分割

し，学習用セットについては 50トークン以上となっ
た文を取り除いた．その後，Sennrichらが提供してい
るスクリプト5を使用してサブワード単位に分割した

[10]．この際，BPE のマージ回数は 16,000 回に設定
した．

モデルおよびハイパーパラメータ ベースライン及び

提案法は fairseq6 [3]を基に，これを改良する形で実装
した．符号化器および復号化器は 6層とし，各隠れ層
は 512次元，フィードフォワード層の隠れ層は 1,024
次元とした．Multi-Head AttentionのHead数は 4とし，
各層間のドロップアウト確率は 0.3に設定した．単語
埋め込み層および出力層は Three-way-weight-tying [9]
によりパラメータを共有した7．最適化手法にはAdam
を使用し，各ミニバッチはおよそ 4,000トークンを含

3https://wit3.fbk.eu/
4https://github.com/moses-smt/mosesdecoder/

blob/master/scripts/tokenizer/tokenizer.perl
5https://github.com/rsennrich/subword-nmt
6https://github.com/pytorch/fairseq/
7双方向学習時は，双方向の単語埋め込み層および出力層の 4層

すべてで同一のパラメータを使用した．

むように設定した．最初は再現器をつけずに 150,000
ステップ学習し，その後再現器を追加し合計 250,000
ステップ学習した．学習中は 1,000ステップごとにモ
デルを保存し，デコーディング時は最後に出力された

16モデルのパラメータを平均したモデルを使用した．
デコーディング時はビーム幅 4 のビームサーチを
行った．この際，各仮説のスコアを以下の式により補

正しリランキングすることで，出力文の文長を調整

した．

s̄y =
sy
|y|α

(7)

ここで，sy は各仮説のスコア，|y|は仮説の文長を表
す．αは文長の傾向を制御するハイパーパラメータで

あり，α < 1.0のとき短い文のスコアを高く，α > 1.0

のとき長い文のスコアを高く評価するようになる．本

実験では，α = 0.6とした．

評価および検定 翻訳精度は BLEU [8]を用いて自動
評価した．また，ブートストラップ・リサンプリング

法 [5]により統計的有意差の検定を行った．BLEUス
コアの計算および統計的有意差の検定にはMosesツー
ルキット付属のスクリプト89を利用した．

4.2 実験結果

4.2.1 翻訳精度

表 2にベースラインおよび提案法の BLEUスコア
を示す．片方向学習 (ベースライン)では，再現器を導
入することによりすべての言語対で 1%水準で統計的
有意にBLEUスコアが向上していることがわかる．ま
た，双方向学習を行うことにより，通常の片方向学習

を大きく上回る精度が達成できた．さらに，提案法に

より双方向学習に再現器に基づく原文再現誤差を追加

することで本研究で比較した実験設定では最も高い翻

訳精度を達成することが確認できた．また，提案法は

再現器なしの双方向学習時の翻訳精度と比較して en-fr,
fr-enで統計的有意に高い翻訳精度であることを確認
した．

4.2.2 モデルパラメータ数

表 3にベースラインおよび提案法のモデルパラメー
タ数を示す．

8https://github.com/moses-smt/mosesdecoder/
blob/master/scripts/generic/multi-bleu.perl

9https://github.com/moses-smt/
mosesdecoder/blob/master/scripts/analysis/
bootstrap-hypothesis-difference-significance.pl
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en-de de-en en-fr fr-en

片方向学習 (ベースライン) 25.57 30.77 39.79 37.74

+再現器 28.04‡ 33.72‡ 41.99‡ 40.62‡
双方向学習 29.38 34.78 42.86 42.14

+再現器 (提案法) 29.55 34.83 43.46‡ 42.42†
表 2: テストセットにおける BLEUスコア．表中太字は本実験で最も高い BLEUスコアが得られたモデルを示す．再現器なし
の結果と比べて，†は 5%水準で，‡は 1%水準で統計的に有意な差があることを示す．

パラメータ数

片方向学習 (ベースライン) 92.9M
+再現器 130.7M

双方向学習 52.7M
+再現器 (提案法) 52.7M

表 3: 英語↔ドイツ語両方向を学習した際のモデルパラメー
タ数．提案法により双方向学習時は再現器を追加した場合
もパラメータ数の増加はない．

通常の NMTでは翻訳方向ごとにモデルを独立して
学習する必要があり，両方向の翻訳を行おうとする場

合，必要なモデルパラメータ数は大きくなってしまう．

一方，双方向学習では，両側のモデルパラメータを共

有し一つのモデルとして学習するため，片方向学習に

比べてパラメータ数が削減できている．また片方向学

習に再現器を追加する場合再現器用のパラメータを新

たに追加する必要があるのに対し，提案法では新たに

パラメータを増やす必要はない．

ゆえに，提案法により再現器ありの片方向学習モデ

ルに比べてモデルパラメータ数を 59.7%削減しつつ，
ベースラインを上回る翻訳精度を達成できていること

がわかった．

5 おわりに
本研究ではモデルレベル双方向学習に追加する新

たなタスクの一つとして再現学習を導入し，モデルの

パラメータ数を増加させずに原文再現誤差を加味して

NMTを学習する手法を提案した．実験により，ベース
ラインモデルと比較して提案法は最大 59.7%パラメー
タ数を削減しつつ既存手法を有意に上回るBLEUスコ
アを得られることが示せた．今後の課題として，提案

法をベースラインと同等のより大きなモデルパラメー

タで学習した場合，更なる性能向上が達成できるかを

検証したい．
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